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La calidad del aire es uno de los mayores problemas ambientales de la actualidad, y las particulas en el aire son un
indicador muy estudiado dados sus impactos sobre la salud y el clima. El costo de los equipos regulatorios de medicién
lleva a que haya una limitada disponibilidad de informacién en muchas partes del mundo, como sucede en Argentina.
Este trabajo propone un modelado de material particulado a partir de Redes Neuronales Artificiales, alimentado con
datos de equipos de bajo costo desarrollados y utilizados para tal fin. De esta manera, se presenta un estudio preliminar
de la calidad del aire en el Centro-Norte del conurbano bonaerense, aportando nueva informacién sobre cantidades y
tipos de particulas en una regién sin antecedentes histéricos. Se encontraron mayoritariamente particulas gruesas en
bajas concentraciones y se desarrollé un modelo de prediccion de material particulado con buenas prestaciones.
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Air quality is one of the biggest environmental problems today, and airborne particles are a well-studied indicator given
their impacts on health and climate. The cost of regulatory measurement equipment leads to limited information avai-
lability in many parts of the world, as in Argentina. This work proposes modeling of particulate matter from Artificial
Neural Networks, fed with data from low-cost equipment developed and used for this purpose. In this way, a study of
air quality in the Center-North of the Buenos Aires suburbs is presented, providing new information on quantities and
types of particles in a region without historical antecedents. Coarse particles were mostly found at low concentrations
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and a prediction model for particulate matter with good performance was developed.
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I. INTRODUCCION

Segun la Organizaciéon Mundial de la Salud, mueren pre-
maturamente 4.2 millones de personas por afio debido a la
contaminacion del aire, mientras que mas del 80 % de los
habitantes de dreas urbanas con monitoreo estdn expuestos
aniveles que exceden los limites establecidos, especialmen-
te en paises en desarrollo [1]. Es por ello que resulta im-
prescindible avanzar en la generacion de conocimiento y en
la comprensién de los procesos involucrados al respecto,
que son herramientas indispensable en aplicaciones regula-
torias, de investigacion cientifica y forenses [2]. Uno de los
principales indicadores de la calidad del aire (CA) son las
particulas que permanecen suspendidas en la atmosfera, las
cuales también tienen el potencial de impactar en el clima
[3]. Cercanas a la superficie se caracterizan por su didme-
tro aerodindmico equivalente, recurriendo a la simplifica-
cidén de particulas esféricas con densidad igual a la unidad,
como material particulado (PM): PM ( para particulas de
tamafios menores a 10 um), PM> 5 (para particulas de tama-
flos menores a 2.5 um) y PM; (para particulas de tamafios
menores a 1 tm). Por otro lado, en una columna atmosfé-
rica se denominan aerosoles y se caracterizan cominmente
con el espesor 6ptico de aerosoles (AOD), que cuantifica la
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extincién de la luz solar del tope de la atmésfera hasta la
superficie debida a la presencia de particulas. El comporta-
miento de las particulas en la atmdsfera depende tanto de las
caracteristicas de la zona en estudio como de las variables
meteoroldgicas a diferentes escalas espaciales y temporales

[4].

Respecto a la disponibilidad de informacién sobre CA,
las mediciones de contaminantes a nivel de superficie re-
quieren instrumentos muy costosos, por lo que en muchas
ciudades del mundo se cuenta con una cobertura limitada
y una distribucién irregular o inexistente de estaciones de
monitoreo [S5]. Esta problemdtica puede mitigarse actual-
mente gracias a la disponibilidad de sensores de bajo costo
(LCS) para el monitoreo de la CA [3]. Por supuesto, esta
tecnologia tiene sus limitaciones y los sensores deben ser
calibrados/validados con instrumentos de referencia.

Otro enfoque complementario para estudiar la CA es el
empleo de modelos numéricos y estadisticos. Dentro del
abanico de posibilidades, los algoritmos de aprendizaje au-
tomatico o Redes Neuronales Artificiales (ANN) han mos-
trado tener un alto potencial para extraer nueva informacién
de una serie de datos [6]. Se trata de modelos no paramé-
tricos usados para regresion y/o clasificacion, robustos en
la interpretacién de relaciones no lineales entre variables.
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Este tipo de modelos ha sido ampliamente empleado para
realizar predicciones y caracterizaciones de contaminantes
en el aire [6]. La sede central de la Universidad Nacional
de General Sarmiento (UNGS), donde se realizaron los de-
sarrollos y mediciones para este estudio, se encuentra en
la regién Centro-Norte del conurbano bonaerense (en una
zona sin cobertura histérica de mediciones de CA), a poco
mds de 30 km del centro de la Ciudad Auténoma de Bue-
nos Aires (CABA). Diversos motivos hacen a la poblacién
de esta zona particularmente vulnerable a la CA [7].

Este trabajo muestra la combinacién de diferentes enfo-
ques de bajo costo en pos de estudiar la CA en la region de
estudio, en cuanto a particulas en el aire. En primera ins-
tancia, se describe el desarrollo y monitoreo con un equi-
po de bajo costo para medicién de PM “ECAUNGS”, y se
complementa con una simulacién desde un enfoque fisico.
Luego, se presentan mediciones de propiedades Opticas de
aerosoles con un fotémetro solar de bajo costo. Finalmen-
te, se integran los métodos e informacidn recopilada con
un modelo de prediccién de PM basado en ANN. Se eli-
gié como objetivo el PM, 5, dado que el interés actual de
investigacién en CA para particulas se encuentra centrado
en fracciones finas por sus efectos sobre la salud [8], y la
precisién de los LCS es mayor en esta fraccién de tamafios

[9].
II. METODOS

Simulaciones de distribuciones de particulas

Con el fin de contar con una referencia en torno a los
tamafios de particulas que afectan a las sefiales de un sen-
sor de PM, se utiliz6 la librerfa “opcsim” [10] para lenguaje
Python que permite simular sensores de PM y programar a
medida diferentes distribuciones. Se muestran las funciones
de distribucién acumulada para aerosoles de ambientes tipi-
cos, construidas en base a la suma de modos lognormales
con pardmetros (nimeros de concentracién, medianas del
didmetro de particulas y desviacion estdndar de tamafios)
extraidos de Seinfeld & Pandis (2016) [11].

Desarrollo de equipo de bajo costo ECAUNGS y medi-
ciones de PM

Para medir PM en superficie, se disefié y desarroll6 un
prototipo de mini-estacién de CA de bajo costo, que fue
denominado ECAUNGS.
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FIG. 1: Circuito de conexiones de los sensores, actuadores y la
placa de control.

El equipo cuenta con un sensor de humedad, presién

y temperatura BME280 (seleccionado luego de una inter-
comparacion con diferentes alternativas [12]) y otro de PM
con dispersién laser PMS5003, previamente caracterizado
y validado con equipo calibrado. La estacién se controla a
través de una placa Arduino UNO R3 y cuenta con médulos
de reloj y SD para almacenamiento de los datos. La Fig. 1
muestra el circuito bdsico del desarrollo.

Asimismo, cuenta con un abrigo meteoroldgico para el
sensor de humedad, presién y temperatura. Posee una en-
trada de aire que se encuentra conectada a través de una
manguera al sensor de PM, un LED indicador verde para
indicar la frecuencia de muestreo y otro de color rojo para
indicar alguna falla en el funcionamiento. Todo el equipo
puede alimentarse con una fuente switching de 9 Vy 1 A,
pero con el fin de darle independencia energética se imple-
mentd un sistema de alimentacion a través de un panel solar
de 10 W (tension de 18.2 V y corriente de 0.52 A, operan-
do en potencia maxima) conectado a través de un regulador
a una bateria de gel de 12 V y 7 Ah. En un reservorio di-
gital creado para tal fin [13], se puede consultar el c6digo
de control desarrollado para ECAUNGS en lenguaje C++y
ejecutado en la “Interfaz De Usuario” de Arduino. La Fig.
2 muestra las partes del circuito central y la instalacién de
ECAUNGS.
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FIG. 2: Componentes fisicos del circuito central e instalacion final
del equipo. a) Modulos, sensor de PM y placa central. b) Presen-
tacion de la instalacion final del prototipo ECAUNGS. El panel
solar se ubica apuntando al Norte con unos 15° de inclinacion
respecto a la superficie, y por debajo se ubican la central y el
abrigo.

Finalmente, se instal6 ECAUNGS en un domicilio par-
ticular cercano a la UNGS y se realizaron mediciones en-
tre junio de 2019 y enero de 2021. El periodo de muestreo
de ECAUNGS se estableci6 en aproximadamente 1 segun-
do (que varia levemente por tiempos de comunicacién entre
los componentes). En total, se contd con 165 dias de me-
diciones, con un total de 13711356 lineas de datos (cada
linea con datos de fecha en formato DD/MM/AAAA, ho-
ra en formato HH:MM:SS, PM,, PM, 5, PM,y, humedad,
presion y temperatura). Se practicd un control de calidad de
datos partiendo de la frecuencia de muestreo original, elimi-
nando datos fuera de rango (>500 pgm3) y no numéricos.
Luego, se buscaron en la serie temporal pendientes elevadas
en bisqueda de datos atipicos (para ello se determiné como
dato sospechoso a aquel que involucre una diferencia con
su dato vecino mayor a 2 desviaciones estdndar de la serie
completa). Este método se implementd posteriormente en
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una base minutal (tras aplicar un promedio mévil a las se-
ries) y horaria, como se recomienda en Bulot et. al (2019)

[9].
Mediciones fotométricas

Se llevaron a cabo mediciones manuales de AOD en el
sitio de la UNGS con un fotémetro solar calibrado de bajo
costo CALITOO (identificacién #1703-0304) del programa
“Global Learning and Observation to Benefit the Environ-
ment” (GLOBE), durante el mismo periodo de medicién de
ECAUNGS. La descripcion del instrumento, método de me-
dicién y un primer estudio de propiedades dpticas de aero-
soles puede consultarse en Scagliotti y Jorge (2020) [14].
Se cont6 con 136 mediciones del periodo junio de 2019 a
enero de 2021, que fueron utilizadas en el modelado con
ANN.

Modelado ANN con datos adquiridos

Las ANN consisten en un conjunto de unidades simples
de procesamiento que se comunican a través de multiples
conexiones. El modelo de Perceptrén Multicapa (MLP, por
su denominacién en inglés "Multi Layer Perceptron") es la
forma maés utilizada de ANN [6]. El modelo se entrena con
diferentes variables de entrada (predictores) y la serie de
la variable objetivo (a predecir), de esa manera “aprende”
las relaciones en un proceso que divide a los datos en un
porcentaje utilizado para el entrenamiento, otro para la va-
lidacién del modelo y un dltimo para una prueba final (en
este caso, se utilizé6 60%, 20% y 20 %, respectivamente).
La estructura bdsica consta de una capa de entrada, una o
varias ocultas y una de salida.

La Fig. 3 muestra un esquema bdsico de una ANN tipo
MLP con una sola entrada (neurona i) y una sola neurona
oculta k de procesamiento. A la informacién de entrada se le
asigna un peso m; ; y se le suma un sesgo by a través de una
funcién Fj en la neurona oculta, luego el resultado se asigna
a una neurona de salida o. Normalmente hay varias neuro-
nas de entrada y varias ocultas, en cuyo caso cada entrada
interactda con todas las neuronas ocultas y el resultado final
surge de la suma de cada salida. A cada iteracién (llamada
época), la red compara el valor deseado con el adquirido a
partir de todos los datos de entrada y calcula un error que
realimenta el modelo para ajustar los pesos de las neuro-
nas, todo controlado por una regla de aprendizaje. Cuando
se alcanza un minimo de error, el entrenamiento se detiene.

FIG. 3: Representacion de una red neuronal MLP con una neu-
rona de entrada i, una neurona oculta k y una neurona o en la
tltima capa con una salida y,. La informacion fluye de izquierda
a derecha. Una época o iteracion involucra una cantidad de com-
paraciones igual en niimero a la cantidad de datos de entrada.

Se implement6 un modelo integrador de tipo ANN MLP
para predecir PM, 5 en el Centro-Norte del conurbano bo-
naerense y se consideraron como entradas las medias ho-
rarias de las mediciones de ECAUNGS y del fotémetro
solar, es decir los promedios por hora durante el periodo
de medicién de ECAUNGS. Ademds de otras representa-
tivas a nivel regional de concentraciones de contaminan-
tes y meteorologia de la estacién de monitoreo de CA de
ACUMAR EMCI en Dock Sud [15], y datos de asimilacién
del NOAA [16]. Luego de testear el modelo con las dife-
rentes variables disponibles, se seleccionaron los siguientes
predictores: PM10acu (PM;o de ACUMAR); Uacu (com-
ponente zonal del viento calculada con datos de viento de
ACUMAR); Vacu (componente meridional del viento cal-
culado con datos de viento de ACUMAR); BLH (altura
de capa de mezcla del NOAA); AODungs (AOD medido
con fotémetro solar); meses (mes del afio de cada medicion
de ECAUNGS); hora (hora del dia de cada medicién de
ECAUNGS).

El objetivo del modelo es predecir PM; s horario, por lo
que se entrend con esa variable medida por ECAUNGS co-
mo objetivo y se utilizaron datos horarios entre junio de
2019 y enero de 2021 del resto de las variables para entre-
nar el modelo. También se buscé optimizar la arquitectura
y los pardmetros de la red. Se utiliz6 el “toolbox” de Redes
Neuronales en lenguaje GNU OCTAVE para el desarrollo.

III. RESULTADOS

Se integraron las distribuciones volumétricas de particu-
las tipicas simuladas con “opcsim” para obtener las cargas
masicas por unidad de volumen (concentraciones C) en fun-
ci6n del tamafio de particulas (normalizado por la densidad
0). La Fig. 4 muestra las funciones de distribucién acumu-
lada de estos resultados. Se pueden interpretar algunas ca-
racteristicas que influyen en las sefiales del sensor de PM,
especialmente las fracciones entre los valores de diferentes
rangos de tamafios. Si se realiza el cociente entre los valo-
res de masa total de PM19 y PM;, se obtiene una magnitud
(que llamaremos PM10/1) que aporta informacién sobre la
fraccidn de tamafios de particulas presentes. En el caso ur-
bano, se puede observar que la razén es muy cercana a 1,
lo que significa que domina la fraccién fina (ya que el va-
lor maximo se alcanza para didmetros cercanos a 1 um).
Las particulas de zonas rurales en general parecen tener una
cantidad mds considerable de particulas gruesas, por lo que
la raz6n PM10/1 es mayor y aproximadamente igual a 3.
La distribucién continental, referida a zonas profundamen-
te adentradas en el continente, también tiene una fraccion
gruesa considerable como la rural, pero con un mayor pico
en el modo fino (su PM10/1 es cercano a 1.9). Los aeroso-
les marinos poseen aun una mayor diferencia marcada entre
los modos fino y grueso que el tipo rural (PM10/1 cercano
a 5.5). La distribucién tipo antartica estd construida en base
a mediciones en la regién 4rtica, pero comparte muchas ca-
racteristicas en comun. Estos aerosoles poseen un PM10/1
cercano a 3.8.

En el control de calidad de las mediciones de ECAUNGS,
se encontraron 2294149 lineas de datos con valores no nu-
méricos y 958542 lineas de datos con valores fuera de los
limites de deteccion (para el sensor de PM). Esto representa
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FIG. 4: Funciones de distribucion mdsica acumulada (concentra-
ciones normalizadas por la densidad) para los casos de aerosoles
urbanos, rurales, continentales, marinos y antdrticos.

un 23.7 % de la totalidad de datos que fueron eliminados de
la serie. No se encontraron saltos abruptos entre los datos
de PM. El andlisis de calidad realizado en la base minutal y
horaria no descarté ningun otro dato. Cabe aclarar que no se
contaron con datos para los meses de marzo, abril y mayo
de 2020.

Las tendencias horarias, mensuales y por dia de la se-
mana de las mediciones de ECAUNGS son similares en
las tres fracciones tamafios de PM (denominadas PMIeca,
PM25eca y PMI10eca). La Fig. 5 muestra valores mini-
mos de concentracion en los meses cdlidos y en las horas
de mayor radiacién solar, ademds de valores altos los fi-
nes de semana. Los valores medios horarios se encuentran
entre 5y 24 ug/m’ para PMleca, entre 10 y 33 ug/m’
para PM25eca y entre 11 y 36 ug/m3 para PM10eca. Ca-
be aclarar que las concentraciones mencionadas no superan
los limites en la normativa vigente para provincia de Buenos
Aires (DECTO-2018-1074-GDEBA-GPBA) [17] . También
cabe indicar que el percentil 75 no supera los 20 pg/m> pa-
ra PMleca y se encuentra apenas por encima de ese valor
para PM25eca 'y PM10eca. Estos valores bajos de PM en
superficie estan acordes con las caracteristicas de la zona y
con los resultados de las mediciones fotométricas indicadas
en Scagliotti y Jorge (2020) [14], que implican una atmds-
fera limpia con bajas concentraciones de aerosoles en toda
la columna vertical.
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FIG. 5: Histograma y tendencias mensual, horaria y por dia de
semana de PM25eca para las mediciones entre junio de 2019 y
enero de 2021.

El andlisis de frecuencias de la razén PMI10/] para
ECAUNGS se muestra para la totalidad de los datos (Fig.
6), ya que no hay diferencias entre diferentes franjas hora-
rias.

En casi todo momento, parece que las concentraciones de
PM10eca duplican las de PM1eca, y otras pocas ocasiones
las cuatriplican. Al parecer, la distribucién mdsica por tama-
flo de particulas no responde a una zona urbanizada segtin
las modelizaciones mostradas en la Fig. 4, sino que el mo-
do principal encontrado para PM10/1 se corresponde prin-
cipalmente con distribuciones de tipo continental y antarti-
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FIG. 6: Frecuencia de concentraciones de la razon de PM10/1 con
datos de ECAUNGS.

co. Los aerosoles continentales estdn compuestos por pro-
ductos de oxidacion secundaria y particulas primarias como
polvo, polen y plantas de tratamiento [11]. Mientras que el
tipo antértico se origina por la neblina antértica y una leve
inclusién de particulas de origen antropogénico [11]. Es-
tos resultados concuerdan con las conclusiones expuestas
en Scagliotti y Jorge (2020) [14] a partir de las medicio-
nes fotométricas, donde se encontraron particulas gruesas
y una atmdsfera generalmente limpia (es decir pocos casos
de contaminacién urbana) con algunos casos de intrusién de
aerosoles industriales, ademas de varios casos de aerosoles
de tipo antdrtico. De todas formas, estos resultados deben
corroborarse con mediciones validadas, ya que los LCS de
PM no suelen medir directamente la fraccion de PMjg y la
informan con un mayor error [8].

El desarrollo del modelo integrador ANN con las medi-
ciones de bajo costo de ECAUNGS y el fotémetro solar CA-
LITOO, y con datos d¢ ACUMAR en Dock Sud y NOAA,
tiene la doble finalidad de completar el estudio en el Centro-
Norte del conurbano y evaluar la calidad de los datos medi-
dos con ECAUNGS. El mejor desempefio del modelo, que
fue llamado REDungs, se consigui6 practicando un filtro de
medianas a PM25eca (para suavizar la serie evitando va-
lores atipicos), una normalizacion a las variables de tipo
“mapstd” (varianza O y desviacion estdndar igual a la uni-
dad), regla de aprendizaje de gradiente conjugado (depen-
diente de la derivada parcial del error respecto a los pesos
®; ), funcién de transferencia Fy de base radial para un to-
tal de 30 neuronas ocultas y realimentacién con un retraso
temporal de 1 h (realimenta el modelo con la salida).

La Fig. 7 muestra la forma basica de REDungs, con los
7 predictores elegidos (valores horarios entre junio de 2019
y enero de 2021) y la realimentacién de la salida a la ca-
pa oculta. El entrenamiento de REDungs se detuvo en 10
épocas, alcanzando un error RMSE (por “Root Mean Squa-
red Error”) cercano a 0.14 pg/m’ y un R cercano a 0.99
en la validacién y 0.60 en la etapa de prueba (Fig. 8). La
diferencia de rendimiento entre estas etapas estd vinculado
a la division de los datos (60 % entrenamiento, 20 % vali-
dacién y 20 % prueba), ya que quedaron pocos para probar
el modelo. En este sentido, se prefirié entrenar con mayor
cantidad de informacién de entrada para que la red pueda
converger con indicadores de buen desempefio. Atin asf, to-

Scagliotti et al. / Anales AFA Vol. 33 Nro. 1 (Abril 2022 - Julio 2022) 18-23 21



BLH(t)

capa oculta

AODungs(t)

1 capa de salida O

Uacu(t)

1

PM10acu(t)

1

Vacu(t)

1

hora(t)

1

FIG. 7: Esquema de REDungs. Se observa la realimentacion con
retraso temporal de 1 h.

mando un R = 0.6 como el més bajo posible para REDungs,
se alcanzé un desempefio muy bueno considerando los da-
tos (en cantidad y calidad) disponibles.

Validacién: R=0,9882

Entrenamiento: R=0,89434
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FIG. 8: Grdficas de regresion del modelo en las etapas de entre-
namiento, validacion y prueba.

Si bien este modelo no es suficiente para validar los datos
registrados por ECAUNGS, sus indicadores alientan a con-
siderar estas mediciones de PM como datos relativos que
aportan informacién cualitativa valiosa sobre la CA en la
zona. Se encontraron buenas correlaciones y vinculos espe-
rados entre la meteorologia, las mediciones de PM en ACU-
MAR vy las propiedades 6pticas de aerosoles en UNGS con
las mediciones de PM de ECAUNGS. Con una mayor can-
tidad de mediciones se podrd avanzar en un modelo mds
robusto y completo.

El codigo desarrollado en lenguaje GNU OCTAVE vy los

datos para el disefio y entrenamiento del modelo REDungs
se puede consultar en el repositorio digital de los productos
de este estudio [13].

IV. CONCLUSIONES

Con las mediciones de ECAUNGS se detectaron valo-
res bajos de PM en relacién con la radiacion solar (entre
el mediodia y la tarde y en los meses cdlidos para la mar-
cha anual), lo cual estd vinculado a la dindmica de la capa
limite (BLH). Las mediciones de ECAUNGS indican una
proporcién importante de la fraccién gruesa de particulas
(PM10/1 = 2) que, segun las simulaciones, implican dis-
tribuciones de particulas tipicas de ambientes continental y
antdrtico. Esto dltimo verifica los hallazgos citados a partir
del estudio con las mediciones fotométricas, al igual que
la baja concentracién de particulas (PM, 5 entre 10 y 33
pg/m?).

Si bien las mediciones de ECAUNGS aun deben ser con-
sideradas como relativas, el buen desempefio del modelo in-
tegrador REDungs (RMSE ~ 0.14 ug/m> y R ~ 0.6) indica
que los valores de PM medidos se encuentran vinculados de
forma légica con la meteorologia de capa limite y otras va-
riables a nivel regional y local. Si bien no hay correlaciones
lineales claras entre el AOD medido y el PM de ECAUNGS,
el modelo ANN implementado logra interpretar y sacar pro-
vecho de vinculos no lineales entre estas variables. Este mo-
delo permite actualmente conocer los valores relativos de
PM de forma horaria en la zona, y su aceptable desempefio
demuestra que la integracion de diferentes métodos de bajo
costo es posible y superadora a lo que pueda conseguirse
con cada parte individual.

La prediccién de PM para la zona podra ser mejorada
cuando se cuente con una mayor cantidad de mediciones,
tanto en superficie (para este estudio no se contaron con
mediciones entre marzo y mayo de 2020 de ECAUNGS)
como fotométricas. Esto es s6lo cuestion de tiempo, ya que
el equipo ECAUNGS continua en funcionamiento y las me-
diciones con el fotémetro solar CALITOO atin se realizan
regularmente. Avanzar en este camino aportard también una
mayor comprension a la vinculacién entre PM y AOD en la
zona de estudio.
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