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La cantidad de procedimientos de medicina nuclear se ha incrementado notablemente en los tltimos afios, convirtiendo
a éstos en una herramienta cotidiana que alcanza a amplios sectores de la poblacion. En relacién al uso terapéutico
de la medicina nuclear, la cantidad de nuevas técnicas y el uso de mayor variedad de radiois6topos demandan una
cuantificacién dosimétrica precisa y de cardcter paciente-especifico, a los fines de evaluar dafios letales al tumor mante-
niendo niveles aceptables de dosis en tejidos sanos. En el caso particular de los tratamientos terandsticos que permiten
la realizacion conjunta de tratamiento-diagndstico, se presenta la posibilidad de realizar dosimetria interna guiada por
imédgenes. En este caso, resulta critica la segmentacion correcta de las imdgenes para la identificacion de diferentes
tejidos y 6rganos. Por otra parte, las herramientas de la ciencia de datos y la inteligencia artificial se han difundido en
varios campos, en particular el procesamiento digital de imdgenes. La posibilidad de utilizar modelos de aprendizaje
automadtico para el procesamiento de imdgenes digitales surge como una oportunidad promisoria para complementar
el andlisis clinico por parte de expertos. En este trabajo se presenta un algoritmo heuristico de segmentacion no su-
pervisada utilizando conjuntamente técnicas de clustering y aprendizaje automadtico, basado en la utilizacién de dos
algoritmos: K-Means y HDBSCAN. Los resultados obtenidos muestran la capacidad de segmentado automético de los
algoritmos de clustering resultando éstos una herramienta ttil para facilitar y acortar los tiempos de segmentacion.
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The overall quantity of nuclear medicine procedures has increased remarkably in recent years, making them a daily tool
capable of reaching wide sectors of the population. Regarding the nuclear medicine therapeutic applications, it is worth
noting that there is an increasing demand of novel techniques and greater variety of radioisotopes requiring accurate
patient-specific dosimetry aimed at evaluating lethal damage to the tumor while maintaining acceptable dose levels
in healthy tissues. Image-guided internal dosimetry appears as particularly suitable for theranostics procedures, which
allow the joint implementation of diagnose and treatment. In this case, the correct segmentation of the images is critical
for the identification of different tissues and organs. On the other hand, modern tools based on data science and artificial
intelligence have spread in several fields, particularly in the digital image processing. The use of machine learning
models for digital image processing appears as a promising opportunity to complement clinical analysis by experts. This
paper reports about an unsupervised segmentation heuristic algorithm using clustering and machine learning techniques
together, based on the use of two algorithms: K-Means and HDBSCAN. The results obtained highlight the capacity of
automatic segmentation by means of clustering algorithms, becoming a useful tool to assist clinician experts and shorten

the segmentation times.
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I. INTRODUCCION

Los procedimientos de medicina nuclear tanto de diag-
néstico como los utilizados para el tratamiento de diversas
enfermedades oncoldgicas ya se encuentran implementados
para el uso diario en clinicas y centros médicos. En particu-
lar, aquellos procedimientos terandsticos, capaces de com-
binar el diagndstico con el tratamiento, posibilita la opcidn
de tratamiento guiado por imdgenes, mejorando asi tanto la
precision como la evaluacién dosimétrica de los procedi-
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mientos [1, 2].

Actualmente, cuantificar la eficacia de un tratamiento de-
manda un gran esfuerzo, y atin no se dispone de mecanis-
mos estandarizados de planificacién para los procedimien-
tos terapéuticos en medicina nuclear, debido a la variabi-
lidad que existe en la absorcion y distribucioén de los ra-
diofarmacos dependiendo del paciente. Para ajustar estos
tratamientos a la situacion particular de cada paciente se re-
quiere de un seguimiento desde el comienzo de la terapia.
Se requiere la estimacién de la dosis absorbida, no sélo en
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el tejido a tratar sino también en los 6rganos considerados
radio-sensibles, como es el caso de rifiones o médula ésea
[3].

El célculo de la dosis absorbida por el paciente puede
abordarse por diversos métodos: i) cdlculo Monte Carlo de
transporte de radiacién [4, 5], ii) convolucién de niicleos
puntuales de dosis (DPK) [6], o iii) por el método de valo-
res S propuesto por el MIRD [7]. En todos estos casos es
necesaria la evaluacién precisa de la actividad presente en
cada 6rgano de interés y su evolucion temporal en el pacien-
te. El célculo de la actividad en cuerpo completo a partir de
la diferencia entre actividad administrada y la actividad eli-
minada por orina o sudor resulta entonces insuficiente para
estimar la actividad acumulada en cada uno de los érganos
de interés, tanto sanos como en riesgo. La utilizacién de
procedimientos terandsticos permite entonces la cuantifica-
cion localizada a partir de imagenes metabdlicas de Cdmara
Gamma, PET o SPECT [8].

La segmentacion precisa de estas imdgenes sirve de guia
para delimitar las regiones pertenecientes a cada érgano y
tejido de interés, pero para realizarse requiere de personal
altamente capacitado, y experimentado, y conlleva tiempos
no siempre aceptables en la practica clinica. Existen mé-
todos semi-automaticos basados en técnicas propias de la
ciencia de datos y la inteligencia artificial, como la utili-
zacion del clustering K-Means [9] o Fuzzy C-Means [10].
Estas técnicas no supervisadas son capaces de automatizar
gran parte del trabajo, pero en ningiin caso permiten pres-
cindir del ojo entrenado del experto a los fines de lograr una
segmentacién Optima, con los tiempos que esto implica.

Asimismo, estas técnicas de aprendizaje automético se
encuentran ampliamente difundidas en el campo del proce-
samiento digital de imdgenes. El reconocimiento de objetos
y regiones a partir de modelos previamente entrenados es
de uso diario en la mayoria de las ramas de la industria, el
comercio y la seguridad.

En este trabajo se estudia la posibilidad de generar un mé-
todo de segmentacién automatico a los fines de complemen-
tar el trabajo del experto y acortar los tiempos necesarios en
la actualidad. Se presenta un algoritmo heuristico automati-
co de segmentacion por medio de clustering utilizando dos
métodos: K-Means y HDBSCAN [11].

Los resultados obtenidos muestran la factibilidad de rea-
lizar el segmentado de las imdgenes PET de forma auto-
madtica y en tiempos aceptables para las practicas clinicas.
Estos resultan promisorios para trabajos futuros en el cam-
po de la segmentacién automatica de imagenes de medicina
nuclear.

METODOS Y MATERIALES
Imagenes PET/CT

Para el presente trabajo se utilizé un conjunto de ima-
genes PET/CT anonimizadas, que corresponden a estudios
realizados en pacientes del centro médico INTECNUS en
la ciudad de San Carlos de Bariloche. En todos los casos se
trata de pricticas que han administrado al paciente radio-
trazador basado en '® F — FDG con actividad por unidad de
masa de 0.075 mCi/Kg. La adquisicién de las imdgenes se
realiz6 utilizando un equipo marca General Electric modelo
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Discovery 710.

Se concentrd6 la atencién en aplicar la metodologia pro-
puesta en imégenes de 4 pacientes, denominados 1, 2, 3y 4
(ver Fig. 1). La tabla 1 resume las principales caracteristi-
cas de las imdgenes empleadas. El tamafio de voxel para las
imdgenes PET es de 3.26 x 3.65 x 3.65 mm? y para las CT
es de 2.5 x 1.37 x 1.37 mm>. A modo de ejemplo, la Fig. 1
reporta algunos cortes tipicos.

TABLA 1: Caracteristicas de las imdgenes PET y CT utilizadas.

Paciente PET CT

1 71 x 192 x 192 92 x 512 x 512
2 71 x 192 x 192 92 x 512 x 512
3 287 x 192 x 192 | 375 x 512 x 512
4 320 x 192 x 192 | 406 x 512 x 512

FIG. 1: Imdgenes paciente-especifico utilizadas. Paciente 1
(arriba-izquierda), paciente 2 (arriba-derecha), paciente 3
(abajo-izquierda) y paciente 4 (abajo-derecha).

Algoritmos de Clustering
K-Means

El algoritmo de clustering K-Means consiste en encon-
trar K particiones de un conjunto de datos S = sy,...,sy.
En el presente caso, el conjunto de datos a particionar estd
compuesto por el valor de intensidad /; de cada voxel de la
imagen junto a su posicidn, es decir que cada elemento del
conjunto S es un vector de 4 dimensiones s; = (I;,x;,yi,2i).
Un cluster se define como un subconjunto de voxeles tales
que la distancia entre ellos es menor comparada con la dis-
tancia a puntos fuera del cluster. Por tanto, el problema de
encontrar los k cluster se resume en resolver:

N K )
argmin; y Y |lsi — ]|
i=1k=1

ey

donde u; se refiere a la “distancia intercluster"[12].
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HDBSCAN

El algoritmo de HDBSCAN [11] (agrupacién espacial
basada en densidad jerdrquica de aplicaciones con ruido) es
una generalizacion de DBSCAN (agrupacién espacial ba-
sada en densidad de aplicaciones con ruido). Ambos algo-
ritmos comienzan buscando la distancia nicleo para cada
punto, esta es la distancia entre el punto y un nimero de ve-
cinos cercanos definidos por el hiperpardmetro denominado
nimero minimo de muestras.

Luego, se forma un dendograma con los posibles clus-
ters. HDBSCAN intenta mantener a los clusters tan grandes
como sea posible, por medio del control del hiperpardmetro
“tamafio minimo” de cluster.

La busqueda del valor 6ptimo para los hiperpardmetros
que definen el desempeio del algoritmo se realiza maximi-
zando el valor de la validez relativa para una dada configu-
racién de tamafio minimo de cluster y un nimero minimo
de muestras [13].

Flujo de trabajo

En una primera instancia, al contar con la imagen origi-
nal (cruda) de PET, es necesario descartar aquellos voxeles
que no pertenezcan a zonas de interés (tejidos), para lo cual
se propone la implementacién del método de clustering K-
Means a los fines de segmentar la imagen en dos grandes
regiones, pudiendo determinar aquellos véxeles que perte-
nezcan a la zona a evaluar.

Una vez obtenida la primera segmentacidn, logrando se-
parar los voxeles entre aquellos que pertenecen a zonas con
tejido de aquellos que no pertenecen a tejidos, resulta nece-
sario implementar un nuevo criterio de segmentacién para
separar los voxeles pertenecientes a zonas del cuerpo del
paciente en dos grupos: a) aquellos que mds probablemen-
te pertenezcan a zonas activas de interés, y b) aquellos que
puedan ser considerados ruido o fondo. A los fines del pre-
sente trabajo, y como resultado de pruebas preliminares, se
propone utilizar segmentacién por umbralamiento a nivel
del tercer cuartil sobre la imagen de tejidos.

Una vez delimitados los tejidos de interés sobre los que se
desea calcular la actividad acumulada, la imagen se suaviza
utilizando un filtro de mediana que permite eliminar ruido.
Asimismo, este filtro permite el relleno de posibles voxeles
“faltantes” en algunas zonas debido a incertezas intrinsecas
de la técnica de adquisicién de la imagen o la inhomogenei-
dad de la actividad, entre otras causas. Una vez suavizada,
la imagen es re-dimensionada y normalizada a valores entre
0y 1 para su posterior procesamiento y analisis.

La resolucidn espacial de las imdgenes PET y CT suele
ser diferente, incluso en equipamiento de imaging dual. Pa-
ra esto, se recurre al método de resampling y se crean dos
imagenes (anatémica y metabdlica) de idéntica resolucién
espacial. A partir de la imagen anatémica, la que identifi-
ca aceptablemente las regiones y tejidos, y la metabdlica,
la que brinda informacién de la actividad en cada punto, y
ambas imdgenes en idéntica resolucién espacial, es posible
entonces incorporarlas como features en el método HDBS-
CAN. La matriz de features de entrada del algoritmo se
construye a partir de las posiciones espaciales x, y y z, la
intensidad del voxel de esa posicion en la imagen PET y el
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correspondiente valor de intensidad (indice de Hounsfield)
de la imagen anatémica (CT, en este estudio). Finalmente,
se aplican diversas operaciones morfoldgicas a las etiquetas
obtenidas de la aplicacién del método HDBSCAN.

En la Fig. 2 se muestra el flujo de trabajo del modelo
propuesto e implementado en el presente trabajo enfoca-
do en imagenes PET. Como puede apreciarse, se trata de
un método de segmentacién automatizado, heuristico, que
utiliza principalmente el algoritmo HDBSCAN sobre ima-
genes previamente procesadas por métodos cldsicos (um-
bralamiento y filtro de mediana) y de primeros vecinos (K-
Means).

SEGMENTACION POR
K-MEANS

SEGMENTACION POR
UMBRALAMIENTO

SUAVIZADO

REESCALADOEN
INTENSIDAD

REESCALADO
ESPACIAL

MATRIZDE
FEATURES

SEGMENTACION POR
HDBSCAN

OPERACIONES
MORFOLOGICAS
SOBRE CLUSTER

SEGMENTADA

FIG. 2: Flujo de trabajo propuesto e implementado.

II. RESULTADOS
Segmentacién por K-Means

Se encuentra que, al realizar el primer paso donde se apli-
ca K-Means sobre las imdgenes originales, en todos los ca-
sos los resultados arrojan regiones donde se conservan las
zonas mas activas compuestas mayormente de tejidos acti-
vos de interés, descartando aquellas zonas que pueden ser
consideradas fondo o ruido.
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En la Fig. 3 se muestra el resultado de aplicar el seg-
mentado por K-Means a las imdgenes PET originales de los
cuatros pacientes. Notar, que para una mejor visualizacion
de los efectos de aplicar este método, en la Fig. 3 se mues-
tran imagenes de los mismos cortes que en las imdgenes
originales de la Fig. 1.

FIG. 3: Segmentacion por K-Means en cada paciente.

Segmentacion por umbralamiento y filtros

A los fines de realizar la siguiente etapa de segmentacion
por umbralamiento, resulta critica la seleccién del valor de
umbral. Con el propdsito de proveer un abordaje objetivo,
se analizaron los histogramas de la imdgenes PET, tal como
se muestra en la Fig. 4. Los histogramas de cada paciente
resultan comparables entre si para las imdgenes localizadas,
por un lado, y las de cuerpo completo, por otro.

En la Fig. 5 se muestran resultados de aplicar distintos
valores de umbral para el paciente /, aplicando 4 valores de
percentiles distintos de umbral (25 %, 50%, 75% y 85 %).
Como puede observarse, para el primer y segundo cuar-
til (imagen superior izquierda y derecha en la Fig. 5; res-
pectivamente) el umbral resulta insuficiente, evidencidndo-
se “rastros” de voxeles activos que no resultan de interés
para el estudio o que representan voxeles de fondo. En cam-
bio, para un valor de umbral muy alto como el del percentil
85 (imagen inferior derecha) se “pierden” véxeles pertene-
cientes a tejidos de interés. El tercer cuartil (imagen inferior
izquierda) muestra claramente que los voxeles de fondo se
encuetran eliminados y s6lo se conservan aquellos perte-
necientes a los tejidos de interés. Por ello, se defini6 para
todos los estudios un valor de umbral igual al tercer cuartil.
El valor de umbral utilizado para cada paciente se detalla en
la Tabla 2.

Finalmente, antes de procesar la imagen con el algoritmo
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FIG. 4: Histograma de imdgenes PET para los cuatro pacientes.
FIG. 5: Distintos valores de umbral para la imagen PET del pa-
ciente 1 para el mismo corte que se ve en la Fig. 3

de HDBSCAN, es necesario lograr imagenes mds realistas,
por lo que se procede a un suavizado y un reescalado. En
la Fig. 6 se muestran imagenes resultantes de este procedi-
miento.

Entrenamiento y segmentacion definitiva

Una vez obtenidas las imagenes segmentadas por K-
Means, descartados los voxeles caracterizados como ruido
y/o fondo a través del umbralamiento y suavizado de las
imagenes, se construye la matriz de features que se utiliza
como entrada en el entrenamiento del modelo de clustering
HDBSCAN.

La matriz de entrada consiste de 5 caracteristicas (featu-
res) ubicadas en columnas: 3 espaciales (x, y, z), intensidad
del voxel de 1a imagen PET e intensidad de voxel de la ima-
gen CT para cada valor (x, y, z), como se muestra en la Fig.
7. En el caso de estudio, debido a la cantidad de voxeles de
cada imagen, estas matrices tienen entre 60000 y 200000
entradas.

La busqueda de los valores dptimos para los hiperpara-
metros del algoritmo HDBSCAN se hizo primeramente so-
bre el tamafio minimo de cluster y luego, una vez definido
este valor, se busca el valor 6ptimo para el nimero minimo
de muestras. En la Tabla 2 se muestran los hiperpardmetros
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FIG. 6: Imdgenes PET/CT de los cuatro pacientes luego de haber
sido segmentadas por K-Means, umbraladas y suavizadas

IPET HCT
10 1000
I H

FIG. 7: Matriz de features.

optimos utilizados para el entrenamiento.

TABLA 2: Resumen de hiperpardmetros utilizados.

Tamaifio Nuimero
Paciente | Umbral minimo minimo
de cluster | de muestras
1 2586 19 16
2 3947 20 8
3 4707 30 11
4 3578 21 15

La Fig. 8 muestra los resultados obtenidos a lo largo de
todo el procesamiento de las imdgenes, en particular para el
paciente /. En la imagen superior izquierda se ve la imagen
resultante de aplicar el segmentado por K-Means. Donde
son facilmente reconocibles los siguientes érganos: higado,
bazo, ambos rifiones, médula 6sea junto al bulk de activi-
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dad. La imagen superior derecha es la resultante de aplicar
el umbral igual al tercer cuartil y posteriormente re-escalado
y suavizado de la imagen. Finalmente, la imagen inferior
muestra la segmentacion obtenida de aplicar el algoritmo
HDBSCAN, en ésta se puede apreciar como el método pro-
puesto es capaz de segmentar e instanciar los distintos teji-
dos de interés en la imagen.

FIG. 8: Resultados logrados aplicando el método propuesto.

La Fig. 9 muestra el resultado para los mismos tres cortes
para los cuatros pacientes que se presentan en la Fig. 6.

Como puede observarse en los resultados reportados en
las Figs. 8 y 9, el modelo propuesto es capaz de segmentar
e instanciar los distintos 6rganos. En el paciente / se obser-
va el higado, el bazo, la médula 6sea, los rifiones, vejiga;
junto al bulk de actividad. En el caso del paciente 2, puede
apreciarse que el corazén, el higado y el rifién izquierdo, los
que se segmentan como un sélo érgano, y el rifién derecho.
En la figura del paciente 3, se observa el cerebro, el higado,
y la vejiga, entre otros. Para el paciente 4, también se ob-
serva el cerebro, el corazén, el higado, la vejiga, parte de la
médula y los rifiones. Puede verse que en las imagenes de
cuerpo completo la segmentacion resulta mas compleja, lo
que puede asociarse a, al menos, los siguientes motivos: 1)
hay un mayor nimero de tejidos a segmentar y 2) el tama-
flo de los tejidos a segmentar es muy distinto uno de otro,
por ejemplo el cerebro es un tejido que se segmenta mucho
mads facil que los rifiones o la médula. Esta diferencia en
tamafio repercute en la eleccion del hiperpardmetro de ta-
mafio minimo de cluster. Un valor pequefio de éste ayudard
a segmentar mejor la médula o los rifiones pero dificulta-
rd el segmentado del cerebro o el higado, caso contrario si
se elige un valor muy grande. También puede verse que en
la segmentacion del higado y del rifion derecho o del bazo
y del rifién izquierdo no siempre se logra una performance
Optima.

III. CONCLUSIONES

El presente trabajo propone, desarrolla e implementa
un procedimiento original, y automatizado, para la iden-
tificacién de tejidos y érganos en imdgenes PET-CT. La
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FIG. 9: Segmentacion de imdgenes PET/CT.

implementaciéon de la metodologia propuesta se realizd
por medio de un flujo de trabajo especialmente adapta-
do. Una vez aplicado a un conjunto de imdgenes PET-CT,
el flujo de trabajo propuesto mostré ser una herramien-
ta util para el segmentado automatizado no supervisado
de imagenes PET. As{ mismo, se verificé la capacidad de
HDBSCAN como método de segmentacién de imégenes
médicas. Dada la capacidad de este algoritmo para procesar
grandes cantidades de datos de entrada, se consigue realizar
la segmentacidn en tiempos cortos, esto es un requerimien-
to importante a la hora de realizar cdlculos dosimétricos en
ambiente clinico. Sin embargo, el mayor desafio es encon-
trar los valores de hiperpardmetros 6ptimos que devuelven
una segmentacién de calidad. ésta es una arista a mejorar
en trabajos futuros junto a la optimizacién del proceso de
segmentacién en imdgenes de cuerpo completo.
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